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Resumen

Este estudio presenta un sistema automatizado para clasificar las etapas de crecimiento en cultivos
de Chlorella vulgaris mediante andlisis de imagenes RGB y redes neuronales artificiales (ANN) en
un fotobiorreactor infeligente. La metodologia integra la captura de imagenes en tiempo real con
sensores ambientales (pH, temperatura e intensidad luminica) para extraer caracteristicas
discriminativas (valores RGBI, densidad celular). Un modelo ANN multicapa, optimizado con
activacién RelU, regularizacién dropout y el optimizador Adam, alcanzé una precisiéon promedio
de 0.995 + 0.001 en 40 experimentos, con méfricas consistentes de precisién, recall y F1-score.
Técnicas como SMOTE para balanceo de clases y validacién cruzada k-fold aseguraron robustez.
Un andlisis de componentes principales (PCA) confirmé la separabilidad lineal entre las fases de
crecimiento (retardo, exponencial y estacionaria). Los resultados muestran su potencial para el
monitoreo automatizado y escalable de microalgas. Futuras investigaciones podrian adaptar este
enfoque a ofras especies o condiciones ambientales dindmicas.

Palabras clave: microalgas; Chlorella vulgaris; fotobiorreactor inteligente; clasificacién de
crecimiento; procesamiento de imagenes RGB; redes neuronales artificiales

Abstract
This study presents an automated system for classifying growth stages in Chlorella vulgaris cultures
using RGB image analysis and artificial neural networks (ANN) within an intelligent

photobioreactor. The methodology integrates realtime image capture with environmental sensors
(pH, temperature, and light intensity) to extract discriminative features (RGBI values, cell density). A
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multilayer ANN model, optimized with RelU activation, dropout regularization, and the Adam
optimizer, achieved an average accuracy of 0.995 + 0.001 across 40 experiments, with consistent
metrics for precision, recall, and Fl-score. Techniques such as SMOTE for class balancing and k-
fold cross-validation ensured robustness. A principal component analysis (PCA) confirmed the linear
separability among the growth phases (lag, exponential, and stationary). The results demonstrate
the system’s potential for automated and scalable microalgae monitoring. Future research could
adapt this approach to other species or dynamic environmental conditions.

Keywords: microalgae; Chlorella vulgaris; smart photobioreactor; growth stage classification;
RGB image processing; artificial neural networks

1. Introduccion

La automatizacién de los fotobiorreactores desempefa un papel crucial en la optimizacién del
crecimiento celular, especialmente en cultivos de microalgas, al mejorar la distribucién de la luz,
la mezcla y el control ambiental. Este proceso implica la integracién de sistemas de control
avanzados para gestionar diversos pardmetros, tales como la intensidad de la luz, la distribucién
de nutrientes y las condiciones hidrodindmicas, que son fundamentales para maximizar la
productividad de las microalgas. Ademds, la automatizacién no solo mejora la eficiencia de los
cultivos de microalgas, sino que también facilita la produccién a gran escala, abordando desafios
como la exposicién desigual a la luz y la optimizacién del uso de nutrientes. Uno de los aspectos
clave de esta automatizacién es la integracién de sistemas de iluminacién controlados, los cuales
utilizan sensores y controladores para ajustar la intensidad y el espectro de la luz de acuerdo con
las necesidades especificas de cada especie de microalga. Estos sistemas también permiten simular
ciclos de luz natural, como el amanecer y el atardecer, optimizando de esta forma la fotosintesis
(Brzychczyk et al., 2023). En particular, el uso de iluminacién LED controlada por sistemas
automatizados ha demostrado mejorar significativamente la tasa de crecimiento y el rendimiento
de las microalgas al proporcionar condiciones de luz precisas y adaptadas a sus necesidades
(Zhuo et al., 2017). Por otro lado, la caracterizacién y clasificacién de las etapas de crecimiento
de las plantas mediante imégenes RGB y el uso de redes neuronales es un enfoque prometedor en
la agricultura de precisidn. Este método aprovecha las capacidades de los modelos de aprendizaje
profundo para analizar datos visuales, permitiendo una identificacién precisa de las diferentes
etapas de crecimiento de los cultivos. La combinacién de imagenes RGB, que son fécilmente
obtenibles y econémicas, con arquitecturas avanzadas de redes neuronales, constituye un marco
sélido para automatizar las tareas de monitoreo agricola, facilitando una gestién més eficiente y
precisa de los cultivos. En esta investigacién, implementamos un sistema de captura de imégenes
en tiempo real mediante un fotobiorreactor equipado con sensores ambientales y una cémara RGB,
infegrado con redes neuronales artificiales para clasificar automdticamente las etapas de
crecimiento de Chlorella vulgaris. Este enfoque no solo optimiza el monitoreo del cultivo, sino que
también proporciona datos precisos para la toma de decisiones en tiempo real, mejorando asi la
eficiencia y productividad en el cultivo de microalgas.
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2. Trabajos relacionados

La clasificacién automatizada de las etapas de crecimiento en cultivos de microalgas mediante
andlisis de imdgenes RGB y redes neuronales ha surgido como un enfoque innovador para
optimizar la eficiencia y precisién en fotobiorreactores inteligentes. Diversos estudios han
demostrado que la integracién de técnicas de procesamiento de imdgenes y aprendizaje
automdtico permite un monitoreo en tiempo real, reduciendo la dependencia de métodos manuales
y mejorando la escalabilidad en la produccién de biomasa (Sundaram et al., 2024). El anélisis de
imdgenes RGB se ha consolidado como una herramienta clave para capturar caracteristicas
visuales de los cultivos, ofreciendo una alternativa rentable frente a equipos tradicionales de
cuantificacién (Sundaram et al., 2024). Este método no solo simplifica el proceso, sino que también
facilita la extraccién de datos relevantes para la clasificacién de las etapas de crecimiento.

En cuanto a modelos computacionales, las redes neuronales han demostrado un alto desempefio
en esta tarea. Yadav et al. (2020) y Xu et al. (2022) reportaron precisiones superiores al 99% en
la identificacién de familias de microalgas, destacando la eficacia de estos algoritmos. Asimismo,
técnicas avanzadas de aprendizaje profundo, como las redes neuronales convolucionales (CNN),
han mejorado significativamente la clasificacién, incluso en condiciones subdptimas, como
imdgenes de baja resolucién (Correa et al., 2017; Pardeshi & Deshmukh, 2019). En el contexto de
fotobiorreactores inteligentes, la integracién de redes neuronales artificiales (ANN) con sensores
ambientales ha permitido el monitoreo automatizado de pardmetros criticos como pH, temperatura
y oxigeno disuelto. Como reportan Aquino et al. (2018), estos sistemas no solo miden la densidad
celular con alta precisién, sino que también generan alertas cuando el cultivo alcanza su fase
éptima de maduracién, facilitando una recoleccién oportuna y maximizando el rendimiento.

Estudios recientes han reforzado esta linea de trabajo al demostrar que la combinacién de redes
neuronales con datos biolégicos multivariados permite clasificar estados complejos en diversos
contextos. Por ejemplo, Ramos Ledesma et al. (2024) y Gémez Diaz et al. (2022) aplicaron
modelos de aprendizaje automdtico para interpretar sefiales cerebrales, alcanzando altas
precisiones mediante algoritmos como deteccién de picos, redes neuronales y Ensemble Bagged
Trees. Estas estrategias, originalmente empleadas en neurociencia, son andlogas a la clasificacién
de microalgas mediante imégenes RGB, donde las bandas espectrales y variables ambientales
actéan como caracteristicas discriminativas. La sincronizacién de dispositivos multiparamétricos y
sensores de bajo costo en dichos estudios refuerza la viabilidad de sistemas loT aplicados a
fotobiorreactores inteligentes, destacando el potencial de extrapolar estas metodologias a entornos
biotecnoldgicos.

Asimismo, el uso de redes neuronales artificiales en contextos ambientales ha mostrado resultados
prometedores en la clasificacién de datos complejos y ruidosos. Bombela Jiménez et al. (2019)
lograron una precisién del 95.98% en la prediccién de contaminantes atmosféricos mediante un
perceptrén multicapa, subrayando la capacidad de estos modelos para capturar relaciones no
lineales en datos multivariados. Esta capacidad resulta directamente aplicable al andlisis de cultivos
de microalgas, donde las condiciones ambientales influyen de forma no lineal en el crecimiento
celular. Por ofro lado, técnicas basadas en visién computacional, como las redes neuronales
convolucionales, también han sido empleadas con éxito en el andlisis de estructuras bioldgicas.
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Lépez Muhoz et al. (2024) utilizaron YOLOV8 para segmentar estomas vegetales en imdgenes
microscdpicas, logrando alta precisidn y sensibilidad. Estas metodologias incluyendo técnicas de
preprocesamiento de imdgenes y aumento de datos, resultan fundamentales para robustecer
modelos aplicados a microalgas, especialmente cuando se enfrentan a variaciones de iluminacién,
morfologia y escala en entornos reales.

3. Metodologia

Etapa 1: Recopilacién y andlisis de datos.

La metodologia utilizada para la obtencién automatizada de la densidad celular se fundamenta en
los trabajos previos de Gutiérrez Ramirez et al. (2024) y Mendoza M. A. et al. (2009), quienes
propusieron un sistema de monitoreo en tiempo real aplicado al cultivo de Chlorella vulgaris. En
particular, el estudio de Gutiérrez Ramirez et al. (2024) describe el desarrollo de un dispositivo
automatizado capaz de adquirir datos ambientales y visuales del cultivo mediante sensores de
temperatura, pH y una cdmara integrada. A intervalos regulares, el sistema captura imdgenes del
cultivo, de las cuales se extrae una regién de interés (ROI) previamente definida, minimizando el
ruido visual mediante técnicas de preprocesamiento. A partir de dicha RO, se calcula el promedio
de los valores de los canales RGB y de la intensidad luminosa, los cuales, junto con las mediciones
de temperatura y pH, conforman un vector de caracteristicas que se utiliza como entrada para un
modelo de regresién previamente entrenado con datos etiquetados mediante conteo celular manual.
En el presente estudio, esta metodologia fue adoptada con la modificacién del intervalo de captura,
el cual se redujo a una frecuencia de una hora. Esta recoleccién sistemdtica se llevé a cabo durante
un periodo de cuatro meses, abarcando desde la fase de inoculacién hasta la fase de retardo. Al
alcanzar esta ltima etapa, el cultivo era reiniciado mediante una nueva inoculacién, repitiendo el
procedimiento descrito.
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Figura 3.1 Arquitectura para la adquisicién de datos (Gutiérrez Ramirez et al. 2024)
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Etapa 2: Seleccién e implementacién del modelo de clasificacion.

En esta efapa, se espera seleccionar e implementar un modelo de clasificacién adecuado para las
etapas de crecimiento del cultivo. La eleccién del modelo se basard en los datos recopilados,
buscando una aproximacién que permita clasificar con precisién las diferentes fases de desarrollo
de Chlorella vulgaris. Se considerarédn modelos como redes neuronales artificiales multicapa (ANN)
u ofras técnicas de aprendizaje automdtico que puedan manejar la variabilidad de las
caracteristicas del cultivo y ofrecer resultados fiables.

Etapa 3: Evaluacién del desempefio del modelo de clasificacién.

En esta etapa, se planea evaluar el desempefio del modelo de clasificacién mediante experimentos
independientes utilizando validacién cruzada k-fold (k=5) para asegurar la consistencia de los
resultados. Se empleardn técnicas de regularizacién como dropout y se configurardn semillas
aleatorias para mantener la variabilidad controlada. Las métricas que se evaluardn incluyen
precisién, recall, F1-score y AUCRROC. Ademds, se utilizard SMOTE para balancear las clases
desbalanceadas. Llos resultados se promediardn para reducir fluctuaciones aleatorias y se
analizardn las curvas de aprendizaje y matrices de confusién. Finalmente, los resultados se
almacenardn en formato JSON para su posterior andlisis y comparacién.

4. Experimentacion

El desarrollo experimental de este estudio se llevé a cabo en el Laboratorio de GRPO del Instituto
Tecnolégico de Ledn. En esta fase, se implementd una red neuronal artificial multicapa (ANN) con
una arquitectura secuencial, disefiada para clasificar las etapas de crecimiento de microalgas a
partir de datos provenientes de un fotobiorreactor, especificamente los valores RGBI, asi como el
pH, la densidad celular y la etapa de crecimiento, considerando solo las fases de retardo,
exponencial y estacionaria, las cuales se codificaron utilizando One-Hot Encoding. La arquitectura
de la red neuronal consistié en capas densas con activacién RelU, complementadas con capas de
regularizacién mediante dropout, cuyo rango fue aleatorizado con el fin de reforzar la capacidad
de generalizacién del modelo. Se empled una funcién de pérdida de entropia cruzada categérica
y el optimizador Adam, reconocido por su estabilidad en tareas de clasificaciéon multiclase
(Goodfellow et al., 2016). Antes de entrenar el modelo, se aplicaron técnicas de normalizacién
utilizando StandardScaler y balanceo de clases mediante  SMOTE, debido al cardcter
desequilibrado del conjunto de datos. Ademds, se implementaron estrategias de validacién
cruzada con kfold (k=5) y early stopping, enfoques recomendados para mitigar el sobreajuste y
evaluar de manera robusta el rendimiento del modelo (Brownlee, 2018). Esta configuracién se
inspira en investigaciones previas que han demostrado la eficacia de las ANN en contfextos
biotecnolégicos complejos, como los estudios de Bombela Jiménez et al. (2019) y Aquino et al.
(2018), en los cuales se logré modelar con alta precisién fenémenos no lineales asociados a
variables ambientales. Con esta configuracién, se llevaron a cabo 40 experimentos de
clasificacién, utilizando el método de validacién cruzada k-fold, debido al balance de clases en el
conjunto de datos.
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Figura 4.1 Evolucién de la absorcién luminica asociada al crecimiento celular de un cultivo. (Elaboracién propia).
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Figura 4.2 Absorcién luminica con valores del RGBI de las regiones de interés ROI. (Elaboracién propial).
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5. Anadlisis de resultados

Los resultados obtenidos en los 40 experimentos de clasificacién demuestran un excelente
desempefio del modelo de red neuronal artificial implementado para la clasificacién de las etapas
de crecimiento de Chlorella vulgaris. Como se observa en los datos, el modelo alcanzé valores
consistentemente altos en todas las métricas evaluadas, con un accuracy promedio de 0.995 +
0.001 (rango: 0.992-0.998), precisién de 0.995 + 0.001 (rango: 0.992-0.998), recall de 0.995
+ 0.001 (rango: 0.992-0.998) y F1-score de 0.995 + 0.001 (rango: 0.992-0.998). Estos valores,
cercanos a 1, indican que el modelo logré clasificar correctamente las etapas de crecimiento en la
gran mayoria de los casos, con minimos errores de clasificacién. La pérdida (loss) promedio fue de
0.015 £ 0.002 (rango: 0.012-0.018), confirmando la robustez del modelo y su capacidad para
generalizar a nuevos datos. La consistencia de los resultados a lo largo de los 40 experimentos,
con desviaciones estdndar minimas en todas las métricas, sugiere que el modelo es estable y
reproducible. Esto valida la efectividad de las estrategias implementadas, incluyendo la validacién
cruzada kfold (k=5), el balanceo de clases con SMOTE vy las técnicas de regularizacién como
dropout. Particularmente destacable es el experimento 36, que alcanzé el mejor desempefio global
con un accuracy de 0.998, precisién de 0.998, recall de 0.998 y Fl-score de 0.998, junto con
una pérdida de solo 0.012. Estos resultados superan los reportados en estudios previos como los
de Gutiérrez Ramirez et al. (2024) y Bombela Jiménez et al. (2019), demostrando el avance
logrado con la metodologia propuesta.

Figura 5.1 Exactitud obfenida por fold obtenida en los 40qexperimentos (Eioborocién propia).
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Figura 5.2 Exactitud y F1-Score promedio obtenida en los 40 experimentos (Elaboracién propia).

El andlisis de las curvas de aprendizaje revelé que el modelo convergié adecuadamente en todos
los experimentos, sin presentar signos de sobreajuste (overfitting) o subajuste (underfitting). Esto
confirma que la arquitectura de la red neuronal, con sus capas densas y activacién RelU, junto con
el optimizador Adam, fue apropiada para la tarea. La implementacién de early stopping aseguréd
que el entrenamiento se detuviera una vez alcanzado el éptimo, evitando un entrenamiento
innecesario que pudiera degradar el desempefo. La consistencia en los resultados a pesar de la
aleatorizacién en el dropout sugiere que el modelo es robusto a pequefas variaciones en su
configuracién.

Comparando los resultados entre las diferentes etapas de crecimiento (retardo, exponencial y
estacionaria), no se observaron diferencias significativas en el desempefio del modelo, lo que
indica que fue capaz de aprender y generalizar los patrones caracteristicos de cada fase por igual.
Esto es particularmente relevante dado el cardcter desbalanceado original del conjunto de datos,
y confirma la efectividad de las técnicas de balanceo implementadas, demostrando que el modelo
tiene una excelente capacidad para distinguir entre las diferentes etapas de crecimiento. Los
excelentes resultados obtenidos (accuracy 0.995 + 0.001, Fl-score 0.995 + 0.001) pueden
atribuirse fundamentalmente a la calidad discriminativa de las caracteristicas seleccionadas (RGBI,
pH, densidad celular). Un andlisis PCA con 2 componentes revelé que las clases son linealmente
separables en el espacio reducido (Figura 5.3), lo que explica la alta efectividad del modelo.
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Clustering de fases del cultivo (PCA)
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Figura 5.3 Clustering de fases del crecimiento celular utilizando PCA (Elaboracién propia).

6. Conclusiones

El estudio demostrd que la clasificacién automatizada de las etapas de crecimiento en cultivos de
microalgas, mediante el andlisis de imdgenes RGB y redes neuronales artificiales (ANN), es un
enfoque altamente efectivo y robusto. El modelo implementado alcanzé un accuracy promedio de
0.995 + 0.001, con métricas de precisién, recall y F1-score igualmente elevadas, lo que confirma
su capacidad para distinguir con precisién entre las fases de retardo, exponencial y estacionaria
del cultivo de Chlorella vulgaris. La integracién de caracteristicas como los valores RGBI, pH y
densidad celular, junto con técnicas de preprocesamiento y balanceo de clases (SMOTE), permitié
al modelo manejar la variabilidad inherente a los datos biolégicos. La aplicacién de validacién
cruzada kfold y estrategias de regularizacién, como dropout, aseguré la generalizacién del
modelo y evité problemas de sobreajuste. Ademés, el andlisis PCA revelé que las etapas de
crecimiento son linealmente separables, lo que explica el alto desempefio del clasificador. Este
trabajo no sélo valida el potencial de las ANN en aplicaciones biotecnolégicas, sino que también
establece un marco reproducible para futuras investigaciones en fotobiorreactores inteligentes. La
automatizacién del monitoreo del crecimiento de microalgas mediante visién computacional y
aprendizaje automdtico representa un avance significativo hacia la optimizacién de la produccién
de biomasa a gran escala, reduciendo la dependencia de métodos manuales y mejorando la
eficiencia en el control de cultivos. Futuras lineas de investigacién podrian explorar la adaptacién
de este modelo a otras especies de microalgas o condiciones ambientales mds diversas.
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