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Resumen 
 

Las técnicas de aprendizaje automático están teniendo un impacto transformador en el campo del 
micromagnetismo computacional, al facilitar la modelación precisa de fenómenos complejos como 
la dinámica de magnetización en nanopartículas magnéticas. Modelos supervisados, en particular 
las redes neuronales profundas (DNN), han demostrado una notable capacidad predictiva, 
alcanzando métricas de rendimiento elevadas como un AUC de 0.997, lo cual valida su 
aplicabilidad en estudios micromagnéticos. 
 
La reducción de orden no lineal, mediante enfoques de aprendizaje en variedades (manifold 
learning), ha permitido disminuir la dimensionalidad de los sistemas conservando una alta fidelidad 
en los resultados, lo que conlleva una significativa mejora en la eficiencia computacional. Técnicas 
como el análisis de componentes principales con núcleo (kernel PCA) y la regresión ridge con 
núcleo (kernel ridge regression) han sido empleadas para optimizar el procesamiento y análisis de 
grandes volúmenes de datos. 
 
El entrenamiento de modelos requiere conjuntos de datos altamente curados, como imágenes TEM 
segmentadas manualmente, lo que introduce desafíos asociados al costo computacional y a la 
necesidad de anotaciones expertas. A esto se suma la implementación limitada de la ecuación de 
Landau–Lifshitz–Gilbert (LLG) en plataformas como COMSOL, debido a restricciones numéricas que 
buscan conservar la norma de la magnetización. 
 
Asimismo, campos adyacentes como la nanotoxicología y la educación adaptativa ofrecen 
perspectivas útiles en torno al ajuste de hiperparámetros, la robustez de los modelos y el diseño de 
arquitecturas eficientes, que pueden ser transferidas al dominio del magnetismo computacional. 
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Finalmente, las redes neuronales físico-informadas (PINN) y las arquitecturas basadas en imágenes, 
como las redes convolucionales (CNN), están revolucionando la predicción de campos magnéticos 
y propiedades materiales, acelerando el desarrollo de nuevos dispositivos y materiales con 
aplicaciones tecnológicas avanzadas. 
 
Palabras clave: Machine Learning (ML); magnetismo computacional; micromagnetismo; Landau-
Lifshitz-Gilbert equation (LLG); Redes neuronales profundas (DNN); Redes físico-informadas (PINN) 
 

 
Abstract 

 
Machine learning techniques are having a transformative impact on the field of computational 
micromagnetism by enabling accurate modeling of complex phenomena such as the magnetization 
dynamics in magnetic nanoparticles. Supervised models—particularly deep neural networks 
(DNNs)—have demonstrated remarkable predictive capabilities, achieving high-performance 
metrics such as an AUC of 0.997, thus validating their applicability in micromagnetic studies.  
 
Nonlinear order reduction through manifold learning approaches has made it possible to decrease 
the dimensionality of systems while maintaining high fidelity in the results, significantly improving 
computational efficiency. Techniques such as kernel principal component analysis (kernel PCA) and 
kernel ridge regression have been employed to optimize the processing and analysis of large 
datasets. 
 
Training these models requires highly curated datasets, such as manually segmented TEM images, 
which introduces challenges related to computational cost and the need for expert annotations. 
Additionally, the implementation of the Landau–Lifshitz–Gilbert (LLG) equation in platforms like 
COMSOL remains limited due to numerical constraints necessary to preserve the magnetization 
norm. Furthermore, adjacent fields such as nanotoxicology and adaptive learning offer valuable 
insights into hyperparameter tuning, model robustness, and efficient architectural design, which can 
be transferred to computational magnetism research. 
 
Finally, physics-informed neural networks (PINNs) and image-based architectures such as 
convolutional neural networks (CNNs) are revolutionizing the prediction of magnetic fields and 
material properties, significantly accelerating the development of novel devices and materials for 
advanced technological applications. 
 
Keywords: Machine Learning (ML); computational magnetism; micromagnetism; Landau–Lifshitz–
Gilbert Equation (LLG); Deep Neural Networks (DNN); Physics-Informed Neural Networks (PINNs) 
 
 

1. Introducción  
 
En el campo del magnetismo computacional, las técnicas de aprendizaje automático (ML) están 
demostrando ser muy útiles para acelerar las simulaciones de cómo se magnetiza un material y 
para predecir fenómenos importantes, como cuándo la magnetización en partículas pequeñas 
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puede invertir su dirección (Miao, 2019). Los modelos de clasificación basados en Random Forest 
(RF), Support Vector Machine (SVM) y Deep Neural Network (DNN) han alcanzado un área bajo 
la curva (AUC) de hasta 0,997, incluso con conjuntos de datos reducidos (Miao, 2019). En 
contraste, los métodos de reducción de orden no lineal, fundamentados en el aprendizaje de 
manifesto, facilitan la adquisición de esquemas de integración temporal que operan en espacios 
latentes de reducida dimensión, sin requerir la reevaluación del campo externo posterior al 
entrenamiento (Schaffer et al., 2021). 
 
 

2. Clasificación de inversiones de magnetización 
 

En el presente estudio se aborda la clasificación de eventos de inversión de la magnetización en 
partículas monodomino mediante el uso de una red neuronal profunda (DNN) supervisada. Los 
resultados obtenidos muestran que la DNN alcanza una área bajo la curva (AUC) de 0,997, lo 
que supera a las técnicas de aprendizaje por red neuronal (RF) (0,964) y a las de aprendizaje por 
soporte vectorial (SVM) (0,836). Estos hallazgos pueden validar el potencial de las redes profundas 
en el campo de los estudios micromagnéticos (Miao, 2019). 
 
 

3. Modelado en espacios latentes y reducción de orden 
 

En este estudio se propone un algoritmo que aprende el paso del tiempo en micromagnetismo 
mediante la reducción de orden no lineal con métodos kernel. Este algoritmo describe toda la 
dinámica con apenas dos variables en espacio latente (Exl et al., 2020). 
 

 
Figura 1. Representación de gráfica de regresión lineal: datos reales y línea de predicción. Fuente: Elaboración propia 
 
Este enfoque incorpora una aproximación de bajo rango al kernel, combinando kernel PCA 
(análisis de componentes principales) y kernel ridge regression para manejar grandes volúmenes 
de datos sin sacrificar la precisión en la predicción de la respuesta al campo externo (Exl et al., 
2021). 
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Figura 2. Representación gráfica de Curva ROC y AUC Fuente: Elaboración propia 
 
 

4. Necesidades de datos y simulación de alto rendimiento 
 
Para la instrucción de modelos de aprendizaje automático (ML) en magnetismo computacional, se 
hace indispensable disponer de conjuntos de datos exhaustivos y meticulosamente registrados. Un 
ejemplo ilustrativo es el conjunto de datos TEM de nanohilos, que exhibe cuatro morfologías 
distintas (bundle, singular, dispersed, network). Cada una de estas morfologías contiene un total 
de 100 imágenes, junto con segmentaciones manuales destinadas a facilitar las tareas de 
clasificación y segmentación automática (Papers with Code, n.d.). En lo que respecta a la 
implementación numérica de la ecuación de Landau-Lifshitz-Gilbert en entornos de elementos finitos, 
como es el caso de COMSOL, esta se lleva a cabo de manera débil y se añaden restricciones 
puntuales con el propósito de preservar la norma de la magnetización. 
 
 

5. Aplicación de ML en nanomateriales: lecciones para el magnetismo 
 

En el campo de la nanotoxicología, se han empleado diversas técnicas de aprendizaje automático, 
como redes neuronales, modelos ensemble, reducción de dimensionalidad y métodos bayesianos, 
para predecir propiedades finales como viabilidad, agregación y estrés oxidativo de diversos 
nanomateriales. Este enfoque ha permitido establecer buenas prácticas de ajuste, robustez y 
dominio de aplicabilidad, que pueden servir como guía para el diseño de modelos predictivos de 
las propiedades magnéticas (Furxhi et al., 2020). 
 
Las revisiones sistemáticas en educación adaptativa ponen de manifiesto la relevancia del empleo 
de algoritmos como SVM, árboles de decisión y redes neuronales para la clasificación y predicción 
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en espacios multidimensionales, evidenciando la versatilidad de estos métodos para abordar 
problemas de clasificación compleja, análogos a la clasificación de estados de magnetización. 
 
 

6. Modelado y predicción de fenómenos magnéticos 
 

Redes Físico-Informadas para micromagnetismo 
Los PINN incorporan la ecuación LLG en la función de entrenamiento, lo que permite resolver flujos 
de campo magnético con alta fidelidad sin mallas. Este hecho abre posibilidades para simulaciones 
rápidas de dominios magnéticos en geometrías complejas (Gokhale, 2025). 
 
Predicción de campos de nucleación y permeabilidad efectiva 
Se ha demostrado que los modelos de aprendizaje profundo (ML) pueden predecir con precisión 
suficiente para reconstruir curvas de histéresis en segundos los campos locales de nucleación en 
imanes permanentes a partir de imágenes de difracción de electrones por barrido (EBSD), lo que 
acelera el análisis multiescala. 
 
En el ámbito de los composites magnéticos, la CNN ha sido empleada para predecir tensores de 
permeabilidad macroscópica, logrando una significativa reducción en el tiempo de cálculo en 
comparación con los métodos tradicionales (Ding et al., 2020). 
 
Implementación numérica y buenas prácticas 
En la ejecución práctica de la implementación de la ecuación LLG en COMSOL, se hace 
indispensable el empleo de la formulación en forma débil, así como la adición de restricciones 
puntuales con el propósito de conservar la norma del vector magnetización (|M >=1), garantizando 
de este modo la estabilidad numérica en simulaciones temporales. 
 
Este recorrido evidencia la viabilidad de adaptar las estrategias de generación de datos, selección 
de características y modelado multimodal, previamente empleadas en otros dominios de la 
nanotecnología y la ciberseguridad, al campo del magnetismo computacional (Mohan et al., 
2019). La integración de redes profundas, algoritmos físico-informados y prácticas de aprendizaje 
automático (ML) avanzadas promete potenciar el descubrimiento y la optimización de materiales y 
dispositivos magnéticos, lo que conllevaría a una reducción de los costes computacionales y a la 
apertura de nuevas oportunidades de diseño (Essa et al., 2023). 
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