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Resumen 
 
Las estadísticas de incidencia y prevalencia de las lesiones de médula espinal (LME) a nivel mundial 
son preocupantes según la Organización Mundial de la Salud. En Colombia no se tienen cifras 
concretas, pero se estima que este tipo de lesiones se debe principalmente a la violencia y los 
accidentes de tránsito. Las LME producen diferentes niveles de discapacidad y un alto número de 
ellas ocasionan parálisis parcial o total de miembros inferiores y superiores. Entre los protocolos 
para el tratamiento de las LME que afectan los miembros superiores se encuentra las terapias de 
rehabilitación funcional motora que involucran dispositivos de asistencia tecnológica. 
Recientemente se han reportado casos de mejoras en la movilidad de miembros de pacientes 
después de largas sesiones terapéuticas con dispositivos de asistencia tecnológica comandados 
con interfaces basadas en bioseñales. Sin embargo, el uso de estos dispositivos de asistencia 
tecnológica en las actividades de rehabilitación ha sido limitado debido a que carecen de interfaces 
que permitan la interacción dispositivo-paciente a través de comandos confiables y naturales; por 
ejemplo, una órtesis robótica para apoyar los ejercicios de alcance y agarre de objetos con las 
manos del paciente. Aunque en los últimos años se han realizado importantes avances en el 
comando de dispositivos de asistencia mediante interfaces cerebro computador (BCI), la 
variabilidad del desempeño diario obtenido con estas interfaces han alejado a los pacientes de 
una experiencia de comando natural y exitosa, haciendo que se pierda el interés por usarlas, 
inclusive durante las sesiones terapéuticas. Aun cuando son varios los frentes que se deben abordar 
para contribuir en el avance de las interfaces cerebro computador, la decodificación de la intención 
de movimiento a partir de bioseñales y la generación de comandos naturales en dispositivos de 
asistencia de miembros superiores para pacientes con LME a nivel cervical en procesos de 
rehabilitación, siguen siendo los frentes más investigados a nivel internacional. Por lo anterior, en 
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este trabajo se describen y comparan estrategias modernas para decodificación de intención de 
movimiento a partir de señales electroencefalográficas superficiales adquiridas mediante 
dispositivos de bajo costo bajo un paradigma de imaginación motora. 
 
Palabras clave: bioseñales; dispositivos de asistencia tecnológica; interfaces cerebro 
computador; imaginación motora; lesión medular; rehabilitación 
 
 

Abstract 
 
Incidence and prevalence statistics of spinal cord injuries (SCI) worldwide are worrisome according 
to the World Health Organization. In Colombia there are no concrete statistics, nonetheless, some 
studies establishes that this type of injuries is mainly due to violence and traffic accidents. SCIs 
produce different levels of disability and a high number of them cause partial or total paralysis of 
lower and upper limbs. Among the protocols for the treatment of SCI that affect the upper limbs is 
the functional motor rehabilitation therapy that involve assistive technology devices. Recently, there 
have been reports of improvements in the mobility of patients after long therapeutic sessions with 
technological assistive devices commanded by biosignals-based interfaces. However, the use of 
these assistive technology devices in rehabilitation activities has been limited because they lack of 
reliable and natural commands through, for instance, a robotic orthosis to support reaching and 
grasping objects with the patient's hands. Although in recent years important advances have been 
made in the command of assistive devices through brain computer interfaces (BCI), the variability of 
the daily performance obtained with these interfaces has distanced patients from a natural and 
successful command experience, in consequence loss of interest, even during the therapeutic 
sessions. Although there are several fronts that must be addressed to contribute to the advancement 
of the brain computer interfaces, the decoding of the movement intention from biosignals and the 
generation of natural commands in upper limb assist devices for patients with SCI a cervical level 
in rehabilitation processes, are still the most researched fronts at international level. Therefore, this 
paper describes and compares modern strategies for decoding movement intention from superficial 
electroencephalographic signals acquired through low-cost devices under a paradigm of motor 
imagination. 
 
Keywords: biosignals; assistive device technology; brain-computer interface; motor imagery; 
spinal cord injury; rehabilitation 
 
 

1. Introducción 
 
En los últimos años, un tipo particular de tecnologías de asistencia (Rupp et al., 2014) basadas en 
señales del cerebro llamadas interfaces cerebro-computador, BCI (por sus siglas en inglés: Brain-
Computer Interface) (Dornhege, Millán, Hinterberger, McFarland, & Müller, 2007; Shih, Krusienski, 
& Wolpaw, 2012), que permiten comandar dispositivos externos como exomanos, computadores 
o sillas de ruedas, ha llamado la atención de expertos en rehabilitación de pacientes con 
limitaciones motrices, ya que su uso por parte del paciente puede complementar las sesiones 
terapéuticas e incluso, en algunos casos, motivar la realización de las mismas en los pacientes que 
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han perdido el interés. Más aun, recientemente, el uso de esta tecnología por pacientes con 
paraplejia ha demostrado sus beneficios clínicos en procesos de rehabilitación permitiendo pasar 
de una lesión completa (pérdida total de las funciones sensitivas y motoras por debajo de la lesión) 
a incompleta (pérdida parcial de las funciones sensitivas y motoras por debajo de la lesión) (Rupp 
et al., 2014). Esto ha motivado la investigación y desarrollo en este tipo de tecnologías para 
rehabilitación de miembros superiores en pacientes con lesiones cervicales. 
 
La interfaz cerebro-computador no invasiva electroencefalográfica, EEG, basada en imaginación 
motora, miBCI (del inglés: motor imagery Brain Computer-Interface), es considerada una de las 
más apropiadas para rehabilitación motriz de miembros superiores (Alonso-Valerdi, Salido-Ruiz, & 
Ramirez-Mendoza, 2015), no solo en pacientes con lesiones medulares sino también en pacientes 
con déficit motores debido a otras causas, como por ejemplo en pacientes con accidente cerebro 
vascular (Peckham et al., 2001). Esto se debe a que de acuerdo con (Mateo et al., 2015), con 
ayuda de la imaginación motora, es posible no solo incrementar las capacidades de agarre y la 
fortaleza muscular, sino también disminuir el tiempo de realización del movimiento, mejorar la 
variabilidad en la ejecución de la trayectoria del mismo, y corregir anormalidades en los patrones 
de actividad cerebral, incrementados en algunos casos después de la lesión medular (Grangeon, 
Revol, Guillot, Rode, & Collet, 2012).  
 
Las miBCI generalmente constan de dos fases (Barachant, Bonnet, Congedo, & Jutten, 2013; 
Castillo, 2015; Vidaurre, Klauer, Schauer, Ramos-Murguialday, & Muller, 2016). Primero, una fase 
de calibración o entrenamiento, en la que se recogen segmentos (épocas) de las señales EEG 
(preferiblemente a nivel superficial) asociadas a dos o más intenciones motoras imaginadas, las 
cuales permiten entrenar un modelo de clasificación de señales EEG. Después, una fase de 
retroalimentación, en la que se utiliza el modelo entrenado para clasificar intenciones motoras con 
base en el protocolo de entrenamiento propuesto en la fase de calibración, ver Figura 1 – 
(izquierda). Para la construcción de estos modelos de clasificación se hace uso principalmente de 
técnicas de procesamiento digital de señales (Proakis & Manolakis, 1996) y de reconocimiento de 
patrones (C. Bishop, 2007; C. M. Bishop, 1995) que permiten el tratamiento adecuado de la no 
estacionaridad y la baja relación señal ruido de las señales EEG superficiales y la efectiva 
discriminación de diferentes tareas mentales, respectivamente. En los últimos años, dos técnicas 
que explotan la información de covarianza de las señales EEG han demostrado una destacable 
capacidad discriminante en un sinnúmero de retos internacionales sobre bancos de datos 
disponibles por parte de la comunidad científica para fines de comparación (Barachant, Bonnet, 
Congedo, & Jutten, 2012; Blankertz, Tomioka, Lemm, Kawanabe, & Muller, 2008; Lotte & Cuntai 
Guan, 2011; Mingxu, 2014; Tangermann et al., 2012). Las primeras utilizan la información de 
covarianza para la construcción de filtros supervisados espaciales, denominadas Patrones 
Comunes Espaciales, CSP (Common Spatial Pattern), (Blankertz et al., 2008; Ge, Wang, & Yu, 
2014; Lotte & Cuntai Guan, 2011), junto con técnicas de clasificación clásicas como el análisis 
discriminante cuadrático/líneal (LDA/QDA) (Hastie, Tibshirani, & Friedman, 2017) o máquinas de 
vectores de soporte (SVM) (C. M. Bishop, 1995; Haykin, 2009). En la otra técnica, la información 
de covarianza es tratada como patrón característico de la señal EEG y su tratamiento se realiza en 
una variedad de Riemann (Alexandre, 2006; Barachant, Bonnet, Congedo, & Jutten, 2010; 
Barachant et al., 2012, 2013; Congedo, Barachant, & Andreev, 2013; Yger, Berar, & Lotte, 
2016). A pesar de los resultados sobresalientes de estos dos tipos de técnicas en los retos 
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internacionales, en su mayoría con sujetos de control sin ningún de tipo de lesión medular o daño 
cerebral, este tipo de técnicas ha sido poco evaluado utilizando dispositivos de bajo costo para 
EEG superficial como el Emotiv EPOC (Holewa & Nawrocka, 2014) en pacientes con lesiones 
medulares a nivel cervical. En (Martinez-Leon, Cano-Izquierdo, & Ibarrola, 2016) se ha mostrado 
que el Emotiv EPOC es un dispositivo habilitado para el desarrollo no solo de miBCI sino también 
de BCI relacionada a otro tipo de eventos como los auditivos (Badcock et al., 2015), con 
capacidades similares a las de equipos costosos para la adquisición de EEG superficial para 
investigación avanzada. En este estudio se plantea que el desempeño obtenido con las BCI 
utilizando información de covarianza de las señales EEG utilizando el Emotiv EPOC y la 
información de covarianza de las señales EEG estará por encima del nivel de azar en la 
decodificación de intención de movimiento de miembros superiores en pacientes con lesiones 
cervicales en un paradigma de imaginación motora. 

 
2. Métodos 

 
En este estudio se adquirieron segmentos (épocas) de señales EEG asociadas a imaginación de 
mano cerrada e imaginación de mano abierta de 5 sujetos con edades entre 22 y 56 años: dos 
con lesión cervical (S1 y S2) y tres sin ningún tipo de lesión (S3, S4, y S5). De acuerdo con los 
especialistas médicos, ninguno de los sujetos de prueba presentó limitaciones cognitivas ni daño 
cerebral que impidiera la participación de los sujetos de experimentación. Asimismo, los sujetos 
dieron consentimiento informado respecto a las pruebas realizadas y los datos adquiridos. Cada 
sujeto se ubicó frente a una pantalla de 55 pulgadas a 1.5 m de distancia. En la pantalla se 
desplegaron en forma aleatoria flechas orientadas hacia la derecha (indicando imaginación de 
mano cerrada) y hacia la izquierda (indicando imaginación de mano abierta). En el caso de los 
sujetos con lesiones cervicales, se utilizó la silla de rueda propia de cada sujeto. Para la captura 
de las señales EEG se usó el Emotiv EPOC el cual consta de 14 canales (AF3, F7, F3, FC5, T7, P7, 
O1, O2, P8, T8, FC6, F4, F8, AF4) con frecuencia de muestreo de 128 Hz. Por cada sujeto se 
realizaron 20 sesiones y durante cada sesión se ejecutaron 10 ensayos. Cada ensayo tuvo una 
duración de 8 segundos y solo se desplegó una de las flechas a la vez. El esquema de eventos 
durante cada ensayo se puede observar en la Figura 1 – (derecha). Las épocas de las señales EEG 
para la imaginación de mano cerrada o abierta se extrajeron desde los 2 s hasta los 6 s. En cada 
sesión se siguió un protocolo de asepsia que consistió en limpiar el cuero cabelludo de los sujetos 
de experimentación con agua destilada y se aseguró que los canales del Emotiv EPOC presentaran 

Figura 1. Visión general de un sistema miBCI utilizando técnicas procesamiento de señales y reconocimiento de 
patrones (Blankertz et al., 2008), (Izquierda). Esquema de tiempo para imaginación motora. El segmento en azul 
corresponde al periodo de tiempo en el que se extrae una época de señal EEG asociado con el tipo de movimiento 
que debe realizarse con base en la dirección de las flechas (derecha). 
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alta calidad de contacto con ayuda del Software Emotiv Test Bench v.15.0.3. Las épocas de las 
señales EEG extraídas se procesaron mediante un filtro Butterworth de 5º orden pasa banda con 
frecuencias de corte de 8 – 30 Hz con el fin de filtrar de forma plana las componentes sensomotoras 
asociadas a la imaginación de mano cerrada y abierta (Lu, McFarland, & Wolpaw, 2013). 
 
Se conciben dos tipos de interfaces cerebro computador que aprovechan la información de 
covarianza entre los canales de las épocas EEG. El primero de ellos utiliza esta información para 
la construcción de filtros espaciales óptimos que mejoran la relación señal ruido, ver Figura 2 – 
(izquierda), y el otro tipo de técnicas utiliza esta misma información como una nueva representación 
de las épocas de señales EEG la cual puede ser manipulada sobre una variedad Riemanniana para 
la construcción de filtros y clasificadores, ver Figura 2 – (derecha). Los nombres de las arquitecturas 
basadas en filtros espaciales empiezan con CSP y las basadas en geometría de Riemann con RM. 
GF, significa filtrado geodésico (Barachant et al., 2012), y TS proyección en el espacio tangente 
(Yger et al., 2016). LDA y QDA son análisis discriminante lineal y cuadrático respectivamente. SVM 
Linel y Rbf son máquinas de vectores de soporte con kernel lineal y kernel guassiano 
respectivamente. 
 

 
 
 
 

 
3. Pruebas y Resultados 

 
Para evaluar las miBCI basadas en CSP y las basadas en Geometría de Riemann, se valida que los 
promedios de precisión (clasificación correcta) general (incluyendo todos los sujetos) estén por 
encima del nivel de azar. Después se evalúa el área bajo la curva ROC de cada uno de los 
clasificadores para cada uno de los sujetos. Este permitirá, de los clasificadores sobre el banco de 
datos obtenidos para cada uno se los sujetos experimentales en un esquema de validación cruzada 
estratificada con 10 divisiones (Fushiki, 2011). El banco de datos consta de 200 épocas de EEG 
de las cuales 100 están asociadas a imaginación de mano cerrada (flecha derecha) y las otras 
100 a mano abierta (flecha izquierda), lo que significa que para los 5 sujetos el total de ensayos 
es de 1000. 
 
Las precisiones de las diferentes arquitecturas sobre todos los ensayos se promediaron a lo largo 
de las diferentes divisiones del dataset (10 divisiones). Para probar si este desempeño estuvo 
significativamente por encima del desempeño de un clasificador que asociara cualquier clase a las 

Figura 2. Cuatro arquitecturas de BCI basadas en CSP: CSP+LDA (1-2-3-4), CSP+QDA (1-2-3-5), CSP+SVM 
Lineal (1-2-3-6) y CSP+SVM Rbf (1-2-3-7) (izquierda). Seis arquitecturas de miBCI basadas en Geometría de 
Riemann: RM+MDM (1-2-5), RM+GF+MDM (1-2-3-5), RM+TS+SVM Lineal (1-2-4-6), RM+TS+SVM Rbf (1-2-4-7), 
RM+GF+TS+SVM Lineal (1-2-3-4-6), RM+GF+TS+SVM Rbf (1-2-3-4-7) (derecha). 
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épocas (Combrisson & Jerbi, 2015), se estima el nivel de azar (chance-level, en inglés) como el 
intervalo de confianza del 0.95 de la inversa de la distribución binomial en función del número de 
muestras disponibles (1000) y la probabilidad de las clases (0.5), lo que lleva a una valor de 0.53. 
En la Figura 3 – (izquierda) se observa que todos estos valores están por encima del nivel de azar 
estimado para este caso. Nótese que la arquitectura RM+TS+SVM Lineal presenta la mejor precisión 
promedio entre todas las arquitecturas. 

 
Para determinar cuál o cuáles fueron las mejores miBCI por sujeto, se comparó el desempeño de 
cada una de estas utilizando el área bajo la curva ROC, AUC (Fawcett, 2006). Ver Figura 3 – 
(derecha). En primer lugar, se observa de estos resultados que las miBCI basadas en geometría de 
Riemann presentan mejor desempeño que las basadas en CSP. Esto es independiente del sujeto; 
específicamente, las siguientes miBCI: RM+GF+MDM, RM+TS+SVM Lineal y la RM+GF+TS+SVM 
Lineal fueron las de mejor desempeño en todos los casos. Nótese además que las únicas 
arquitecturas basadas en geometría de Riemann que presentan desempeño inferiores incluso por 
debajo que las basadas en CSP son las que utilizan SVM de kernel gaussiano como clasificador. 
 
Se observa que mientras las miBCI en los sujetos con lesiones cervicales (S1 y S2) presentan un 
desempeño regular, en los sujetos de control se logran miBCI con desempeños buenos (S5: 0.91 – 
miBCI: RM+GF+TS+SVM Linear) y muy buenos (S3, S4: 0.98 - miBCI: RM+GF+TS+SVM Linear, 
RM+GF+MDM). El bajo desempeño de las arquitecturas propuesta con respecto a los sujetos de 
control puede deberse a la reorganización de la actividad cortical sensomotora (Moxon, Oliviero, 
Aguilar, & Foffani, 2014) que tiene lugar en los pacientes que han sufrido lesiones en el sistema 
nervioso central como es el caso de los pacientes con lesiones cervicales, lo que indicaría que es 
necesario una reubicación de los electrodos sobre el cuero cabelludo de los sujetos con lesiones 
medulares para obtener bioseñales más discriminantes. Es posible que una sintonización de los 
hiperparámetros (los cuales se dejaron fijo para este estudio) mejore el desempeño particular las 
miBCI de Riemann que utilizan SVM de kernel gaussiano. 
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Figura 3. Precisión general de las arquitecturas miBCI sobre todas las épocas de los sujetos (izquierda) y AUC para 
cada una de las diez miBCI por sujeto (derecha). 
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4. Conclusiones 
 
Se diseñaron e implementaron diez miBCI utilizando información de covarianza de las señales EEG 
adquiridas con un Emotiv EPOC y asociadas a imaginación de mano cerrada y abierta en tres 
sujetos de control y dos sujetos con lesiones medulares cervicales. Todas las miBCI tuvieron 
porcentajes de precisión por encima del nivel de azar. Sin embargo, para ambos tipos de sujetos, 
las miBCI basadas en geometría de Riemann (a excepción de las que utilizan SVM de kernel 
gaussiano) mostraron mejor desempeño que las miBCI basadas en CSP. En las arquitecturas 
basadas en geometría de Riemann de mejor desempeño, los sujetos de control presentan mejores 
resultados que los sujetos con lesiones medulares. Se espera, a futuro, que la sintonización de los 
hiperparámetros de las arquitecturas propuestas en los sujetos con lesiones medulares mejore el 
desempeño de las miBCI basadas en geometría de Riemann. También debe evaluarse la capacidad 
de generalización de estas miBCI, con número de ensayos menores, en aplicaciones reales de 
generación de comandos, por ejemplo, hacia entornos virtuales o exomanos como apoyo a 
procesos de rehabilitación de miembros superiores. 
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